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BASE DE DATOS 1. Fuente: Kaggle (Credit Card Fraud Detection) %
Deteccion de fraudes con tarjetas de credito

Este conjunto de datos contiene transacciones con tarjetas de credito que han sido anonimizadas y etiquetadas

como fraudulentas o genuinas. . o |
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https://www.kaggle.com/datasets/mlg-ulb/creditcardfraud

BASE DE DATOS 2. Fuente: UCI Machine Learning Repository (Default of Credit Card Clients)

%

Impago de los clientes de tarjetas de credito

Este conjunto de datos contiene informacion de clientes de tarjetas de crédito, incluyendo variables demograficas,
financieras e historicas, con una variable de respuesta que indica si el cliente incumplio con el pago.
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Tipo de transaccion

El dataset presenta un desbalance moderado
(Malek, 2023), con la clase minoritaria
representando 22,12% del total.
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https://archive.ics.uci.edu/dataset/350/default+of+credit+card+clients

Random Forest

iEl poder colectivo de los arboles de decision!

0,17% B5od°  22,12% Besece

datos 1 datos 2

Clase minoritaria Clase minoritaria

Parametros configurados:

'n estimators". [10, 12,14,16,18, 20,50, 100,200],
‘criterion": ['gini", "entropy"],
'max features": ["'sqrt","log2"],
'max depth": [10,20,30],
'min_samples_split': [2,5,10],
'min_samples leaf'. [1,2,4]}




Base de datos Técnica de re-muestreo

Efecto de los parametros y el Tamano del ®1
conjunto de entrenamiento en el Recall O 2

Selecciona la base de datos con el control "Base de datos”, elige el parametro de
interés desde el menu desplegable "Parametros RF" y ajusta la "técnica de re-
muestreo” con las opciones disponibles (1: sin técnica de re-muestreo, 2: RUS,
3:ROS, 4: SMOTE) para explorar los resultados correspondientes para cada tamafo

Parametros RF

Profundidad maxima

de conjunto de entrenamiento.

Impacto de los parametros y el tamano del conjunto de entrenamiento en la métrica Recall del Modelo RF
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COMPARACION DE METRICAS SEGUN EL TAMANO DE ENTRENAMIENTO Y TECNICA

1,0

0,77

0,5

Valor métrica

0,0

1,0

0,5

Valor métrica

0,0

0,75

APLICADA PARA EL MODELO RANDOM FOREST

Métrica @RECALL QPRECISION @ROC QF1

2

0,78

0,76
0,98
0,98

0,90
0,90

0,80 0,90 0,75 0,80 0,90

% conjunto de entrenamiento del modelo % conjunto de entrenamiento del modelo

BASE DE DATOS

2

Ajusta los filtros para modificar parametros como el numero de arboles, la
profundidad maxima y el criterio de division segun la base de datos
seleccionada, y analiza como estas configuraciones impactan las métricas en
cada escenario.
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Eleccion de los mejores modelos a partir de la metrica
Recall para el modelo Random Forest.

Los resultados se organizaron en funcion de las estrategias empleadas: 1: sin re-muestreo, submuestreo (2: RUS)
y sobremuestreo (3: ROS y 4: SMOTE). Se evaluo el modelo Random Forest mediante meétricas clave como Recall,
Precision y AUPRC, considerando diferentes tamanos de conjuntos de entrenamiento (75%, 80% y 90%) y se

selecciono la configuracion recomendable de hiperparametros al maximizar el rendimiento en la deteccion de la

clase minoritaria a través del Recall para cada conjunto de entrenamiento y tecnica.
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XGBoost

iLa optimizacion inteligente de los arboles de decision!

0,17% 529 22,12% Besece

datos 1 cdatos 2

Clase minoritaria Clase minoritaria

Parametros configurados: GREIE;FI.ENT P

- DESSEON
STEPS

L™

'n estimators": [10, 20, 50, 100, 200, 500],
'max depth": [3, 4, 7, 9],

"learning rate": [0.02, 0.15, 0.2, 0.4, 0.5],
'gamma": [0, 0.25, 0.5],

"lambda": [0, 0.25, 0.5],

‘alpha": [0, 0.25, 0.5],

'scale pos weight". [1, "sum_ wneg/sum_ wpos'],
‘colsample bytree": [0.2, 1]




Base de datos Teécnicas de re-muestreo

Efecto de los parametros y el Tamano del ®1
conjunto de entrenamiento en el Recall O 2

Selecciona la base de datos con el control "Base de datos”, elige el parametro de
interés desde el menu desplegable "Parametros XGB" y ajusta la "técnica de re-
muestreo” con las opciones disponibles (1: sin técnica de re-muestreo, 2: RUS,
3:ROS, 4: SMOTE) para explorar los resultados correspondientes para cada tamafo
de conjunto de entrenamiento.

ParametroXGB

Profundidad maxima

Impacto de los parametros y el tamano del conjunto de entrenamiento en la métrica Recall del Modelo XGBoost
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COMPARACION DE METRICAS SEGUN EL TAMANO DE ENTRENAMIENTO Y TECNICA Nimero de érboles

APLICADA PARA EL MODELO XGBOOST ® 10
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Eleccion de los mejores modelos a partir de la metrica
Recall para el modelo XGBoost.

Los resultados se organizaron en funcion de las estrategias empleadas: 1: sin re-muestreo, submuestreo (2: RUS)
y sobremuestreo (3: ROS y 4: SMOTE). Se evalu6 el modelo XGBoost mediante métricas clave como Recall,
Precision y AUPRC, considerando diferentes tamanos de conjuntos de entrenamiento (75%, 80% y 90%) y se
selecciono la configuracion recomendable de hiperparametros al maximizar el rendimiento en la deteccion de la
clase minoritaria a través del Recall para cada conjunto de entrenamiento y tecnica.

TRAIN SIZE n_estimators max_depth learning_rate gamma lambda alpha colsample_bytree scale_pos_weight RECALL PRECISION PREC DATA SET
0,90 500 9 0,50 0,00 0,00 0,50 1,00 1,00 0,38 0,57 1
0,80 500 / 040 0,00 0,00 0,25 1,00 1,00 0,39 0,57
0,75 500 / 040 0,00 0,00 0,25 1,00 1,00 0,39 0,56 2
0,90 20 3 0,50 0,00 0,50 0,50 1,00 3,52 0,64 0,46 TECNICA
0,75 20 3 0,50 0,00 0,50 0,25 1,00 3,52 0,64 0,46 1 :
0,80 20 3 040 0,50 0,25 0,50 0,20 3,52 0,64 0,46
0,75 50 / 040 0,00 0,50 0,25 1,00 1,00 0,67 0,70 2 )
0,80 500 3 040 0,00 0,50 0,00 1,00 1,00 0,67 0,69
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. Construccion de Arboles: . Construccién de Arboles:
PARALELA SECUENCIAL
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COMPARACION DE METRICAS PARA LOS MODELOS RANDOM FOREST Y XGBOOST

Métrica @RECALL @PRECISION QAUPRC

BASE DE DATOS

RF XGBoost credit card fraud
detection
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= . SIn tecnica ...
ROS
RUS
SMOTE
0,0
1. Sin técnica de ROS RUS SMOTE 1. Sin técnica de ROS RUS SMOTE
re-muestreo , re-muestreo ,
TECNICA APLICADA TECNICA APLICADA
Modelo Técnica train_size params
v
RF ROS 0,80 {'criterion": 'gini', 'max_depth': 20, 'max_features": 'sqrt’, 'min_samples_leaf": 1, 'min_samples_split": 2, 'n_estimators". 200}
RF SMOTE 0,80 {'criterion": 'gini', 'max_depth': 20, 'max_features": 'sqrt’, 'min_samples_leaf": 1, 'min_samples_split": 2, 'n_estimators'. 200}
RF RUS 0,90 {'criterion": 'gini', 'max_depth': 10, 'max_features": 'log2', 'min_samples_leaf'": 1, 'min_samples_split": 10, 'n_estimators': 10}
RF 1. Sin técnica de re-muestreo 0,80 {'criterion': 'entropy’, 'max_depth': 10, 'max_features': 'sqrt’, 'min_samples_leaf': 1, 'min_samples_split": 2, 'n_estimators': 50}
XGBoost 1. Sin técnica de re-muestreo 0,90 {'alpha": 0.25, 'booster": ‘gbtree’, 'colsample_bytree': 1, 'gamma’: 0.25, 'lambda': 0.25, 'learning_rate": 0.15, 'max_depth': 3, 'n_estimators'. 100, 'scale
XGBoost RUS 0,90 {'alpha": 0, 'booster": 'gbtree’, ‘colsample_bytree'": 1, '‘gamma’: 0, 'lambda': 0.5, 'learning_rate": 0.4, 'max_depth': 4, 'n_estimators'. 100, 'scale_pos_we

XGBoost SMOTE 0,80 {'alpha’ 0, 'booster": ‘gbtree’, ‘colsample_bytree": 0,2, ‘gamma’: 0, lambda’: 0, 'learning_rate": 0.02, ‘'max_depth": 9, 'n_estimators": 500, ‘scale_pos_w




Random Forest &
XGBoost

CONCLUSIONES

.El estudio recomend6 Random Forest y XGBoost combinados con RUS (submuestreo aleatorio)
como enfoques efectivos para problemas de clasificacion con datos desbalanceados, ajustandose al
contexto del problema. Random Forest con RUS destaco en escenarios de desbalance moderado
(como BD2), logrando un balance entre Recall y Precision, reduciendo falsos positivos y siendo ideal
para contextos donde la precision en transacciones legitimas es critica. Por otro lado, XGBoost con
RUS sobresalio en casos de desbalance extremo (como BD1), maximizando el Recall y reduciendo
falsos negativos, lo que lo hace idoneo para aplicaciones criticas como deteccion de fraudes. Estos
resultados subrayan la importancia de seleccionar el modelo y la estrategia en funcion del nivel de
desbalance y las caracteristicas del conjunto de datos.



Random Forest &
XGBoost

CONCLUSIONES

. Técnicas como ROS y SMOTE lograron meétricas perfectas, se evidencio que estas introducen
sobreajuste significativo, limitando su capacidad de generalizacion y haciendo que su uso no sea
viable en aplicaciones practicas para estos casos.

.El analisis comparativo confirmo6 que no existe una solucion universal para problemas de
clasificacion con datos desbalanceados, pero resalto la efectividad de combinar modelos
ensamblados (Random Forest y XGBoost) con estrategias de re-muestreo adaptadas al contexto del
problema, como el submuestreo aleatorio (RUS), para optimizar el balance entre Recall y Precision
segun el nivel de desbalance y el tamano del conjunto de datos.

.La herramienta de visualizacion desarrollada no solo facilité la interpretacion de los resultados,
sino que también se establecié como un recurso practico para la toma de decisiones en problemas
reales, permitiendo explorar dinamicamente el impacto de distintas estrategias y modelos.



